Maschinelles Lernen und Neural Computation - Übung

Angabe 1
Abgabe: 9.12.2016, 14 Uhr

Anm.: Diese Übung setzt die Verwendung von Matlab (mind. Version 5) oder R (http://www.r-project.org) voraus. Die Toolbox NETLAB kann kostenfrei auf http://www1.aston.ac.uk/eas/research/groups/ncrg/resources/netlab/ heruntergeladen werden. Die entsprechende Toolbox für R is unter http://www.meduniwien.ac.at/user/georg.dorffner/netalg.html zu finden. Sollte Matlab für Sie neu sein, empfiehlt es sich, demos aufzurufen und mittels der Demo ‚MATLAB>Basic Matrix Operations’ sich mit den wesentlichen Matrix- und Plotoperationen vertraut zu machen. In R ist Ähnliches mit dem Aufruf von demo() möglich. Beachten Sie auch die zur Verfügung gestellte Kurzpräsentation, die in wesentliche Elemente von Matlab bzw. NETLAB einführt.
Beispiel 1 (25 Punkte):

Laden Sie die Daten in class.mat (im Paket für R sind diese Daten bereits als dclass enthalten). Diese Daten entsprechen jenen im Klassifikationsbeispiel der Vorlesung (z.B. Seite 48). Die Punkte der beiden Klassen sind separat in den Matrizen class1 und class2 enthalten.

Bearbeiten sie zunächst nur die jeweils 2. Komponente (class1(2,:) bzw. class2(2,:)) und betrachten das Problem als eindimensionale Klassifikation.

Aufgabe: Bestimmen Sie die Bayes-optimale Entscheidungsgrenze unter der Annahme, daß die class-conditionals beider Klassen eine Normalverteilung sind. Die a-priori Wahrscheinlichkeit für Klasse 1 soll mit 0.25 und für Klasse 2 mit 0.75 angenommen werden. Plotten Sie: beide class-conditionals, die mit den a-priori Wahrscheinlichkeiten gewichteten class-conditionals und die resultierende Wahrscheinlichkeit p(c1|x) für Klasse 1. Wiederholen Sie das ganze für die a-priori Wahrscheinlichkeiten von 0.75 für Klasse 1 und 0.25 für Klasse 2.
Abgabe: Entscheidungsgrenzen, Plots

Tipp: Zum Berechnen einer ganzen Gaussfunktion kann die Netlab-Fkt. gauss verwendet werden, wobei als Input etwa der Vektor x=-6:0.2:6 verwendet werden kann. Die Entscheidungsgrenze kann aus dem Plot geschätzt werden (keine genaue Berechnung notwendig).
Beispiel 2 (25 Punkte):

Bearbeiten Sie nun das vollständige 2-dimensionale Klassifikationsproblem. Erstellen Sie ein Perceptron (Fkt. glm) und ein MLP (Fkt. mlp) mit 2, 3, 4 bzw. 5 Hidden Units, jeweils 2 Input und 2 Output Units, lineare Transferfunktion am Output. Erstellen Sie eine geeignete Input-Matrix und eine Target-Matrix aus 0en und 1en, die den beiden gewünschten Klassen entsprechen sollen.

Aufgabe: Trainieren Sie nun alle Netze (Fkt. netopt mit Optimierungsverfahren ’scg’ – wird später erklärt) mit maximal 100 Trainingszyklen. Werten Sie die Ergebnisse hinsichtlich Ihrer Klassifikationsgenauigkeit (Prozent richtig, wobei der größere der beiden Output-Werte als jeweilige Klasse interpretiert werden (z.B.: Output = [0.3 0.8] ( wird als [0 1] bzw. Klasse 2 interpretiert)) aus. Schreiben Sie für diese Auswertung ein eignes m-File bzw. R-File (Funktion). Zeichnen Sie (mit der Fkt. draw_decision) die Entscheidungsgrenzen für alle Netze (in R kann dieser letzte Schritt entfallen).

Abgabe: Ergebnisse, Plots mit Entscheidungsgrenzen, m-File bzw. R-File für die Auswertung

Tipps: 0en und 1en erzeugen Sie mit den Funktionen zeros und ones. Für das Training sollte ein Optionsvektor options mit mindestens 18 Elementen angelegt werden.  Options(1)=1 zeigt Fehler während des Trainings an, options(14) ist die Anzahl der Trainingszyklen. Zum Vergleich der Outputwerte können ganze Vektoren mit ‚>’ verglichen werden (erzeugt einen Vektor von 0en und 1en).

Beispiel 3 (30 Punkte):

Laden Sie die Daten in class.mat aus Übung 2. 

Aufgabe 3a: Schätzen Sie die „class conditional“-Dichte der beiden Klassen mit jeweils einem Gauss’schen Mischmodell (GMM) bestehend aus 5 Normalverteilungen. Zur Erstellung eines GMM’s dient Ihnen die Netlab-Funktion gmm, zum Training muß die Funktion gmmem (EM-Algorithmus, siehe später) nach Initialisierung mit der Funktion gmminit verwendet werden. Für beide Algorithmen sind 10-20 Lernschritte ausreichend. Berechnen Sie nun 

· die Dichtewerte der class-conditionals für beide Klassen (Fkt. gmmprob)

· sowie die die a-posteriori Wahrscheinlichkeiten (i.e. den Posterior) für die Punkte:
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Die a-priori Wahrscheinlichkeiten für beide Klassen können mit 0.5 angenommen werden.

Aufgabe 3b: Verwenden Sie nun ein MLP mit fünf Hidden Units und 2 Output Units, um die gleichen Posteriors zu schätzen. Erstellen Sie dazu das MLP mit der Transferfunktion ‚softmax’ – die zugehörige Cross-Entropy Fehlerfunktion wird beim Training automatisch ausgewählt. 
· Bestimmen Sie  nach dem Training den Posterior für die gleichen Punkte wie in 1a und vergleichen Sie die Ergebnisse. 
· Wieviele aller Trainingsfälle (für die die Klasse ja bekannt ist) werden korrekt klassifiziert, wenn man (a) alle Resultate akzeptiert und (b) Fälle mit Posteriors zwischen 0.4 und 0.6 ablehnt?
Abgabe: Ergebnisse (Dichten, Posteriors, Klassifikationsresultate), Fehlerwerte aus dem Training mit gmmem und netopt.

Tipp: Zur Berechnung der a-posteriori Wahrscheinlichkeiten in 3a muss die Bayes-Formel herangezogen werden. Die Funtion gmmpost eignet sich dafür nicht!

Beispiel 4 (20 Punkte):

Laden Sie nun die Daten in reg.mat (Für R stehen die Input- und Outputvektoren als ASCII-Files regin.dat und regout.dat zur Verfügung). Diese entsprechen den Punkten aus dem Regressionsbeispiel der Vorlesung. Plotten Sie die Daten auf (eine unabhängige und eine abhängige Variable).

Aufgabe: Trainieren Sie jeweils ein Perceptron (glm) und ein MLP mit 5 Hidden Units auf das Regressionsproblem. Plotten Sie die resultierenden Regressionslinien für beide Netze und berechnen die resultierende geschätzte Varianz des Rauschens.

Berechnen Sie zum Schluss die Lösung der linearen Regression mittels explizitem Ausrechnen (mittels Pseudoinverse) und vergleichen die Resultate mit dem Ergebnis des trainierten Perceptrons.

Abgabe: Ergebnisse, Plots

Tipps: Für das Plotten der Regressionslinien erstellen Sie am besten einen Inputvektor 

x= –2:0.02:4, schicken diesen durch das Netz und plotten den Vektor gegen die Ergebnisse als Linie. Die Pseudoinverse lässt sich mit der Funktion pinv berechnen.

Achtung: Es wird auch die Form bewertet. Bitte ein Dokument mit konzisen Berichten (Graphiken, Tabellen, Erklärungen) abgeben! Keine Zahlenkolonnen.
