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Beispiel 5 (70 Punkte):

Laden Sie die Daten in yeast.dat („load –ascii yeast.dat“). Diese enthalten 1484 Fälle mit 8 Merkmalen (das 1. Attribut „sequence name“ ist nicht dabei) zur Klassifikation der Stelle, an der sich ein Protein in der Zelle lokalisiert (siehe Beschreibung unter http://archive.ics.uci.edu/ml/datasets/Yeast).
Aufgabe: Betrachten Sie die folgenden zwei Klassifikationsaufgaben: 1) „CYT (cytosolic or cytoskeletal)“ vs. alle anderen, 2) „NUC (nuclear) vs. alle anderen, und evaluieren Sie, inwieweit neuronale Netze eine signifikant bessere Klassifikation als eine lineare Diskriminanzanalyse durchführen können. Führen Sie die folgenden wesentlichen Schritte durch:

· Sichtung der Daten, Identifikation von Ausreissern, möglicherweise fehlenden Wetren und Attributen mit wenig Informationsgehalt
· Normalisierung der Daten

· Abspalten von zufällig gewählten 484 Fällen
· Einfache Merkmalsselektion durch Korrelationsanalyse: Vergleichen Sie Netze mit allen Merkmalen mit solchen, die nur die 3 am höchsten korrelierten Merkmale verwenden

· Modellselektion und Merkmalsselektion („wrapper“) mittels Kreuzvalidierung (mindestens 10-fach) und t-test auf den 1000 Fällen nach der Abspaltung

· Vergleich mit linearem Verfahren (Modell ‚glm’)

· Berechnung der durchschnittlichen Sensitivität und Spezifität.

· Testen der Performanz auf die verbleibenden 484 Fälle

Dokumentieren Sie alle Schritte durch geeignete Graphen, Tabellen und kurze Beschreibungen.

Tipps: Korrelation und T-test können mit den Matlab-Funktionen corrcoef und ttest (bzw. ttest2) durchgeführt werden. Es können weiters (müssen aber nicht) die folgenden downloadbaren Matlab-Tools verwendet werden: normalize.m, crossval.m, evalcross.m (benötigt classeval.m).
Beispiel 6 (30 Punkte):

Laden Sie die Daten in pid.dat. Die Daten stammen aus dem „Pima Indiana Diabetes“ Datensatz (siehe http://archive.ics.uci.edu/ml/datasets/Pima+Indians+Diabetes).
Aufgabe: Betrachten Sie nur die ersten 8 (Input-)Merkmale und normalisieren Sie. Versuchen Sie nun, mittels Gauss’scher Mixture Models diese Daten zu clustern und mittels Kreuzvalidierung die optimale Anzahl von Clustern herauszufinden (max. 10). Betrachten Sie dazu den Verlauf der Fehler- (Log-Likelihood-) Funktion, wenn Sie die Anzahl der Cluster vergrößern.

Nehmen Sie anschließend das Cluster mit der größten a-priori Wahrscheinlichkeit (Gewichtungsfaktor in der Mixture) und bestimmen, wie viele Fälle am wahrscheinlichsten zu diesem Cluster gehören. 

Dokumentieren Sie die Resultate.

Tipps: Signifikanztests sind nicht notwendig und eine 5-fache Kreuzvalidierung ist ausreichend. Der Wert der Fehler-Funktion (Log-Likelihood) beim GMM ergibt sich durch 
-sum(log(gmmprob(mix,data))). Fehlerwerte sollten durch die Anzahl der Fälle dividiert werden. Die Funktion gmmpost.m dient zur Ermittlung der (posterior) Wahrscheinlichkeiten für alle Clusters zu einem gegebenen Vektor von Punkten.

